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RÉSUMÉ. Cet article montre l’intérêt d’utiliser les motifs issus des méthodes de fouille de don-
nées dans le domaine du TAL appliqué à la biologie médicale etgénétique, et plus particulière-
ment dans les tâches d’extraction d’information. Nous proposons une approche pour apprendre
les patrons linguistiques par une méthode de fouille de données fondée sur les motifs séquentiels
et sur une fouille diterécursivedes motifs eux-mêmes. Une originalité de notre approche estde
s’affranchir de l’analyse syntaxique tout en permettant deproduire des résultats symboliques,
intelligibles pour l’utilisateur,a contrariodes méthodes numériques qui restent difficilement
interprétables. Elle ne nécessite pas de ressources linguistiques autres que le corpus d’appren-
tissage. Pour la reconnaissance d’entités biologiques nommées, nous proposons une méthode
fondée sur un nouveau type de motifs intégrant une séquence et son contexte.

ABSTRACT.This paper shows the benefit of using data mining methods for Biological Natural
Language Processing. A method for discovering linguistic patterns based on a recursive se-
quential pattern mining is proposed. It does not require a sentence parsing nor other resource
except a training data set. It produces understandable results and we show its interest in the
extraction of relations between named entities. For the named entities recognition problem, we
propose a method based on a new kind of patterns taking account the sequence and its context.
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1. Introduction

Le volume des publications dans le domaine biologique, médical et génétique s’ac-
croît à un rythme considérable : près de 18 millions de publications sont actuellement
recensées dans la base MedLine et disponiblesvia PubMed1 et 2 à 4 000 références
sont ajoutées chaque jour. Dans cette masse de données textuelles, la recherche ma-
nuelle d’information n’est pas imaginable. L’extraction d’information est donc deve-
nue un enjeu crucial. À titre d’exemple, citons deux types derequêtes qui intéressent
les utilisateurs biologistes.

(1) Dans quels articles parle-t-on du gène X ?

(2) Avec quel(s) gène(s), le gène X interagit-il ? et sous quelleforme ?

Depuis une bonne quinzaine d’années de nombreux travaux en extraction d’infor-
mation et en fouille de textes appliquées au domaine biomédical ont vu le jour. Dans
cet article, nous explorons deux tâches correspondant aux deux requêtes mention-
nées précédemment : la première nécessite la reconnaissance d’entités nommées de
type biologique (noms de gènes, protéines, fonctions biologiques, etc.) et la seconde
concerne l’identification et le typage de relations entre entités biologiques précédem-
ment reconnues (interactions entre gènes).

Les travaux relatifs à ces deux tâches s’inscrivent dans deux grandes catégories.
L’une fondée sur des méthodes statistiques ou probabilistes obtient les meilleurs résul-
tats mais se fondent sur des attributs difficilement compréhensibles, et surtout non in-
terprétables pour un expert. À l’opposé, les approches symboliques du TAL s’appuient
sur des connaissances linguistiques : lexiques, règles d’extraction, analyse syntaxique
voire sémantique de la phrase, pour identifier l’information à extraire (Zweigenbaum
et al., 2007). Généralement, l’extraction s’opère après l’analyse de la phrase pour
améliorer les résultats. Le processus est donc fortement dépendant des résultats de la
syntaxe, et, en dépit des progrès récents effectués dans ce domaine, ce type d’analyse
n’est pas encore fiable. Par ailleurs, ce type de méthodes a uncoût important en termes
d’écriture et de développement des ressources (e.g., création des lexiques et règles).

L’objet de cet article est de montrer l’intérêt d’utiliser les motifs issus des mé-
thodes de fouille de données dans le domaine du TAL appliqué àla biologie médicale
et génétique, pour apprendre les ressources linguistiquesnécessaires sans analyse syn-
taxique de la phrase. À cette fin, nous proposons deux méthodes fondées sur les motifs
séquentiels (d’une part, pour repérer des entités nommées et, d’autre part, pour détec-
ter des interactions entre entités nommées). Nous montronscomment il est possible
de tirer profit de la puissance des motifs séquentiels pour développer des méthodes
d’extraction d’information dans les textes ainsi que leur mise en œuvre dans des ap-
plications réelles.

1. http ://www.ncbi.nlm.nih.gov/pubmed/
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Plus précisément, nous proposons une approche pour apprendre les patrons lin-
guistiques par une méthode de fouille de données fondée sur les motifs séquentiels et
sur une fouille diterécursivedes motifs eux-mêmes. À notre connaissance, les mo-
tifs séquentiels n’ont pas encore été utilisés pour réaliser de l’extraction d’information
dans des textes biomédicaux. Une originalité de notre approche est de s’affranchir de
l’analyse syntaxique pour l’apprentissage des patrons et pour leur application (extrac-
tion d’interactions entre entités nommées) tout en permettant de produire des résul-
tats symboliques qui sont intelligibles pour l’utilisateur. Notre approche s’écarte des
autres méthodes sans analyse syntaxique qui, elles, sont fondées sur des méthodes nu-
mériques difficilement interprétables. Elle ne nécessite pas de ressources linguistiques
autres que le corpus d’apprentissage. En ce qui concerne la reconnaissance d’entités
biologiques nommées, nous proposons une méthode fondée surun nouveau type de
motifs intégrant une séquence et son contexte, mais relâchant la relation d’ordre entre
les mots du contexte. Cette méthode a pour avantage de combiner les bonnes capacités
de précision des règles et les bonnes performances en rappelobtenues par la relaxation
de l’ordre au sein du contexte.

Cet article est organisé comme suit. Après une présentationde l’état de l’art et
des motifs séquentiels (sections 2 et 3), nous décrivons en section 4 la méthode d’ap-
prentissage des patrons linguistiques proposée pour l’extraction d’interactions entre
entités nommées. La méthode de reconnaissance des entités nommées est, elle, pré-
sentée dans la section 5. Finalement, nous concluons et présentons les perspectives de
ce travail en section 6.

2. État de l’art

Dans la continuité desMessage Understanding Conferences(MUC) autour des
années 90 (voir (Poibeau et Nazarenko, 1999) pour un bilan),les travaux en extraction
d’information ont connu un nouvel essor depuis une quinzaine d’années. La proli-
fération des données textuelles en biologie génétique s’est en effet accompagnée de
besoins croissants d’outils automatiques pour accéder à l’information textuelle perti-
nente par les experts biologistes. Ces données ont donc fourni un nouveau cadre ap-
plicatif à l’extraction d’information. Les tâches définieslors de la 7e conférence MUC
sont particulièrement étudiées : la reconnaissance d’entités nommées (NER) – noms
de gènes, protéines, fonction biologiques, etc. – et l’identification de relations séman-
tiques entre entités nommées – par exemple l’interaction entre gènes ou protéines.

L’une des approches les plus utilisées sur ces deux tâches s’inscrit dans le courant
du TAL symbolique. Le problème NER revient alors à localiserune sous-chaîne dans
la phrase et à lui attribuer une catégorie prédéfinie. Plusieurs particularités rendent le
problème difficile (Leser et Hakenberg, 2005). En effet, un gène ou une protéine peut
être nommée par un sigle, un terme composé de plusieurs mots,ou encore par une
partie ou une abréviation du terme composé ou du sigle. De plus, l’absence de nomen-
clatures figées du fait de néologismes, la polysémie (certains noms communs comme
’pigs’, ’set’, ’she’ ou encore’clock’ désignent des gènes), l’existence de plusieurs dé-
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nominations pour un même gène (’RNF53’, ’BRCC1’, ’BRCA1’ et ’BRCA1/BRCA2-
containing complex, subunit 1’désignent le même gène, alors que’BRAP’ et ’BRCA1
associated protein’en désignent un autre), la présence de signes de ponctuationdi-
verses au sein même des termes (’CCAAT/enhancer binding protein (C/EBP), alpha’)
ainsi que leurs variations morphosyntaxiques (’esterase 31’ou ’brain carboxyleste-
rase BR3’pour’carboxylesterase 3’) complexifient encore le processus de reconnais-
sance. Parmi les méthodes dédiées à cette tâche, celles à base de dictionnaires tentent
un appariement exact ou partiel avec des mesures de distances comme (Tsuruoka et
ichi Tsujii, 2003). Elles sont simples à mettre en œuvre maissouffrent d’un taux
de couverture bas. Un autre type de méthode effectue la reconnaissance à partir de
règles qui peuvent reposer sur des expressions régulières telles que dans (Fukuda
et al., 1998), un des premiers systèmes à base de règles. Elles peuvent aussi utiliser des
formes plus sophistiquées (comme des grammaires locales (Charnoiset al., 2006)),
avec dans certains cas, au préalable, une analyse syntaxique de la phrase (Gaizauskas
et al., 2003). En ce qui concerne les résultats obtenus, ces méthodes peuvent atteindre
un bon taux de précision, mais le rappel est souvent bas et lesméthodes peu robustes
lorsque les règles sont trop spécifiques (Leser et Hakenberg, 2005). En ce qui concerne
la tâche d’extraction de relations entre entités, elle consiste à repérer la relation d’in-
teractions entre gènes et/ou protéines, et à la caractériser (e.g. inhibition, formation
d’associations) (Zweigenbaumet al., 2007) (Cohen et Hersh, 2005). Au sein des
textes, la relation est linguistiquement exprimée sous forme syntaxico-sémantique.
Les nombreuses variations qui peuvent exister pour une relation rendent le processus
particulièrement difficile. C’est pourquoi les approches existantes utilisent en géné-
ral une analyse syntaxique plus ou moins profonde de la phrase, parfois complétée
par un étiquetage sémantique (rôle sémantique attaché aux arguments du prédicat ver-
bal, comme, par exemple, la localisation) (Tsaiet al., 2006). Des règles sous forme
de patrons linguistiques sont aussi employées (Ng et Wong, 1999), éventuellement
conjointement à une analyse syntaxique de la phrase (Onoet al., 2001).

Ces approches sont donc fortement dépendantes de l’analysesyntaxique de la
phrase et, en dépit des progrès récents dans le domaine, ce type d’analyse n’est pas
encore fiable. De plus, les ressources utilisées (règles, patrons) ont des coûts d’écriture
et de développement importants, voire prohibitifs lorsqu’il s’agit de les adapter à un
nouveau domaine (Poibeau, 2003). Pour contourner ces problèmes, et compléter les
méthodes existantes, les approches à base d’apprentissageautomatique connaissent
une grande popularité. La plupart s’appuient sur un apprentissage supervisé et de
bons résultats sont obtenus par les approches statistiquesou probabilistes (Krallinger
et al., 2008). Les techniques utilisées dans ce cadre sont diverses : modèle de Markov
caché, arbres de décision, machines à vecteur de support, champs aléatoires condition-
nels, etc. Ces approches ont un fonctionnement de type « boîte noire » et les modèles
obtenus ne sont ni interprétables ni modifiables par un expert linguiste ou biologiste.
Les systèmes les plus proches de notre approche sont ceux quivisent à apprendre des
règles linguistiques. Par exemple, (Hakenberget al., 2008) proposent d’apprendre des
règles sous forme de patrons à trous par des méthodes d’alignement de séquences ;
ce qui induit un appariement strict ou partiel pour l’application des patrons dans les
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textes. Pour prendre en compte les variations syntaxiques,l’apprentissage des règles
d’extraction, ainsi que leur application, doivent être réalisées à partir d’une analyse
plus ou moins profonde de la phrase comme (Kimet al., 2007) qui utilisent la pro-
grammation logique inductive (voir aussi (Nédellec, 2004)pour un état de l’art sur
ces questions) ou encore (Riloff, 1996) qui apprend aussi des patrons linguistiques à
partir d’une analyse syntaxique de la phrase. Pour éviter cetype d’analyse, nous pro-
posons : i) l’utilisation de motifs extraits pour apprendreautomatiquement les patrons
linguistiques pour la tâche d’identification des interactions entre entités nommées, ii)
un nouveau type de motifs, dérivés des motifs séquentiels, pour traiter la tâche NER.

3. Présentation des motifs séquentiels

Introduite par (Srikant et Agrawal, 1996), l’extraction demotifs séquentiels fré-
quents permet de découvrir des corrélations entre des événements selon une re-
lation d’ordre (e.g. le temps). Ce problème est devenu au fil des années un do-
maine actif de la fouille de données avec de nombreux algorithmes à la clé (Pei
et al., 2001 ; Zaki, 2001).

Étant donné un ensembleI de littéraux distincts appelésitems, une séquences =
〈i1, i2, . . . , in〉 est une liste ordonnée non vide d’items. Un motif séquentielest sim-
plement une séquence. Une séquencesa = 〈a1, a2, . . . , an〉 est incluse dans une autre
séquencesb = 〈b1, b2, . . . , bm〉 s’il existe des entiers1 ≤ i1 < i2 < . . . < in ≤ m

tels quea1 = bi1 , a2 = bi2 , . . . , an = bin
. Si la séquencesa est incluse danssb, alors

sa est une sous-séquence desb etsb est une super-séquence desa, notésa � sb.

Une séquence de donnéesS est une séquence dans laquelle chaque item est associé
à uneestampille temporelle. Plus précisément, une séquence de donnéesS est une
liste 〈(t1, j1), (t2, j2), . . . , (tm, jm)〉 où t1 < t2 < . . . < tm sont des estampilles et
j1, j2, . . . , jm sont des items.

Étant donnés un motif séquentiels = 〈i1, i2, . . . , ik〉 et une séquence de données
o = 〈(u1, i1), (u2, i2), . . . , (uk, ik)〉, o est uneoccurrencede s dans une séquence
de donnéesS si tous les éléments deo sont dansS. Par exemple,〈(1, a), (4, b)〉 est
une occurrence du motif séquentiels = 〈a, b〉 dans la séquence de donnéesS =
〈(1, a), (2, c), (4, b), (6, b)〉.

Une base de séquencesSDB est un ensemble de paires(sid, S) oùsid est un iden-
tifiant de séquence etS est une séquence de données. Une paire(sid, S) contientune
séquences si S possède au moins une occurrence des. Le support absolu d’une sé-
quenceSα dans une base de séquencesSDB correspond au nombre de paires(sid, S)
qui contiennentSα. Le support relatif représente le pourcentage de paires quisup-
portentSα ( |(sid,S) t.q. Sα�S|

|SDB| ). Étant donnés une base de séquencesSDB et un seuil
de support minimalsupmin, le problème de l’extraction de motifs séquentiels fré-
quents est de retourner l’ensemble completFS des séquencesSα contenues dans
SDB qui ont un support supérieur ou égal àsupmin (support(Sα) ≥ supmin).
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Les recherches autour de l’extraction de motifs s’attaquent à deux grands défis
qui sont la définition de méthodes et d’outils permettant d’appréhender de très grands
volumes de données et la sélection des motifs qui sont potentiellement intéressants.
L’extraction sous contraintes de motifs est un puissant paradigme qui permet de décou-
vrir des connaissances très précieuses (Nget al., 1998b). Les contraintes permettent à
l’utilisateur de cibler les connaissances qu’il considèrecomme importantes en rédui-
sant le nombre de motifs extraits potentiellement intéressants. Il existe des approches
génériques pour l’extraction sous contraintes de motifs ensemblistes et de motifs sé-
quentiels (De Raedtet al., 2002 ; Soulet et Crémilleux, 2005 ; Peiet al., 2002 ; Garofa-
lakiset al., 1999 ; Leleuet al., 2003). Notons que la fouille sous contraintes s’attaque
aux deux principaux problèmes en fouille de données : avoir une extraction efficace
et retourner des connaissances de qualité. En effet, l’extraction de motifs peut ren-
voyer une collection trop importante de motifs pour être exploitée par un utilisateur.
Ceci est dû à la présence d’un nombre très important de motifsinintéressants dont
l’extraction dans des grandes bases de données est coûteuseet menace le passage à
l’échelle des algorithmes d’extraction. Ainsi, les contraintes sont extrêmement utiles
pour améliorer à la fois la qualité des motifs extraits et le processus de fouille.

Une contrainteC pour un motif séquentiels est une fonction booléenneC(s)
qui retournevrai si s vérifie la contrainte,faux dans le cas contraire. Un ensemble
de contraintesC = {C1, C2, . . . , Cn} pour un motif séquentiels est la conjonction
des toutes les fonctions booléennesCi(s) de C. Ainsi, étant donné un ensemble de
contraintesC, le but de l’extraction sous contraintes de motifs séquentiels est de dé-
couvrir l’ensemble complet des motifs séquentiels qui satisfont chacune des condi-
tionsCi deC.

Notons que même si le seuil minimal de support est une contrainte, elle n’appar-
tient pas àC. En effet, l’extraction de motifs s’appuie sur cette condition clé etC
représente lescontraintes additionnellesdifférentes de la fréquence. Il y a différents
types de contraintes pour les motifs séquentiels telles queles contraintes syntaxiques,
de longueur, de temps (durée, mingap, maxgap) (Peiet al., 2002).

Dans cet article, lorsque nous ne considérons pas de contraintes de temps, les es-
tampilles temporelles ne sont pas mentionnées dans les séquences de données. Un
motif séquentiel est alors contenu dans une séquence de données s’il est une sous-
séquence de celle-ci.

4. Utilisation des motifs séquentiels pour l’extraction derelations
entre entités nommées (interactions entre gènes)

L’approche mise en place pour la détection d’interactions entre gènes utilise des
règles d’extraction sous forme de patrons linguistiques. Ces patrons sont appris à par-
tir de l’extraction des motifs fréquents sous contraintes sur lesquels est appliqué un
processus de fouille récursive (Plantevit et Charnois, 2009).



Fouille de données séquentielles pour l’EI 65

L’absence d’exemples négatifs dans le corpus d’apprentissage ne permet pas
d’évaluer automatiquement la qualité des motifs extraits et une validation manuelle
est nécessaire. La fouille récursive de motifs est une approche qui permet de limiter la
taille de la collection des motifs extraits et rend ainsi possible une validation manuelle.

Au niveau de l’analyse linguistique, seule une analyse des mots est effectuée (éti-
quetage grammatical et lemmatisation du mot) tant pour l’apprentissage que pour l’ap-
plication des patrons. Le corpus d’apprentissage est constitué de textes bruts avec un
étiquetage sur les entités nommées (gènes et protéines). Hormis ce corpus d’apprentis-
sage, aucune ressource linguistique n’est nécessaire. Enfin, le repérage des interactions
dans les textes consiste à instancier les patrons au sein desphrases.

La figure 1 décrit le fonctionnement général de notre méthode. Tout d’abord, une
base de séquences textuelles est créée à partir d’un ensemble de phrases contenant des
interactions entre gènes. Les mots de la phrase sont préalablement étiquetés par l’outil
TreeTagger(Schmid, 1994) qui fournit pour chacun d’eux leur catégoriegrammati-
cale et des informations morphologiques comme la voix passive ou active du verbe,
ainsi que leur lemme (étape 1). Dans l’étape 2, les motifs séquentiels fréquents sont
extraits à partir de la base de séquences textuelles. L’ensemble des motifs séquentiels
fréquents peut être relativement important, rendant impossible toute utilisation future
des motifs découverts. L’étape 3 vise à contraindre ces motifs afin de sélectionner un
sous-ensemble de motifs séquentiels qui respecte un ensemble de contraintes. En se
fondant sur le fait que les interactions sont, selon les experts, exprimables dans les
textes par des noms ou des verbes, nous choisissons de diviser l’ensemble des motifs
obtenus à l’étape 3 en sous-ensemblesEXi

où chaqueEXi
regroupe tous les motifs

pour un verbe ou un nom donné. Par exemple, un de ces sous-ensembles regroupera
tous les motifs séquentiels contenant l’élément verbalinteract@vvz. Pour réduire la
taille de chacun desEXi

, on recherche les motifs qui les caractérisent de la manière
suivante : étant donné un entierk fixé a priori, chaqueEXi

est fouillé récursivement
afin de disposer d’au plusk représentants par sous-ensemble. L’étape 4 est dédiée à
cette tâche. Le nombre de motifs séquentiels restants peut être alors facilement exa-
miné par un expert humain. L’étape 5 représente la validation des motifs par un expert.
Les motifs séquentiels validés forment alors l’ensemble des patrons linguistiques qui
sont ensuite utilisés pour détecter des interactions entregènes dans des textes biomé-
dicaux (étape 6).

Nous décrivons plus précisément l’ensemble de ces étapes dans les sous-sections
suivantes.

4.1. Apprentissage des patrons linguistiques

4.1.1. Extraction de motifs séquentiels dans des données textuelles

Nous montrons ici comment nous appliquons la découverte de motifs séquentiels à
des données textuelles. En particulier, nous décrivons le choix de la base de séquences
SDB dans un contexte de données textuelles.
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Ensemble de 
phrases 

contenant des 
interactions

Base de séquences de données

< AGENE@np ... interact@vvz ... >

Analyse morpho-syntaxique

Motifs 
séquentiels 
fréquents

Extraction

Motifs 
contraints

Application de 
contraintes

Division en sous-ensembles

Fouille 
récursive

Patrons 
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Découverte et sélection des patrons linguistiques Application des patrons linguistiques

et détection d'interactions

Textes 
biomédicaux

Détection 
d'intéractions

 <GENE_LMW_FGF_2> regulate@vvn <GENE_PKC_epsilon>
<GENE_F_beta_alpha_/_CG_beta> bind@vvg <GENE_CG> 
<GENE_pkcbeta> play@vvz a@dt role@nn in@in <GENE_insulin> 

6

5

4

3

2

1

Figure 1. Schéma général de l’approche

Nous disposons d’un ensemble de phrases reconnues comme contenant des in-
teractions entre gènes. Les gènes sont déjà étiquetés commetels par un expert dans
ces phrases (cf. section 4.2.1). Dans cet article, nous considérons les phrases conte-
nant des interactions et au moins deux noms de gènes afin d’éviter le problème intro-
duit par les structures anaphoriques qui reste un problème non résolu (Zweigenbaum
et al., 2007). Ces phrases sont issues d’articles accessibles surPubMed. Notre objectif
étant d’apprendre des motifs représentant des interactions entre gènes, nous considé-
rons la phrase comme une séquence de données. Les items sont les lemmes auxquels
sont associés leur étiquette grammaticale donnés par l’outil TreeTagger. La relation
d’ordre est l’ordre des mots dans la phrase.

Par exemple, une phrase contenant une interaction est : «Here we show that<Gene
SOX10>, in synergy with<GenePAX3>, strongly activates<Gene MITF> expres-
sion in transfection assays.»
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Nous remplaçons les noms de gènes par un item particulier notéAGENE. Ensuite,
nous procédons à un étiquetage grammatical et à une lemmatisation des mots des
phrases. Les séquences deSDB seront alors les phrases étiquetées par l’analyseur
TreeTagger.

Ainsi, la phrase précédente devient une séquence deSDB :

〈 here@rb we@pp show@vvp that@in/that AGENE@np ,@, in@in synergy@nn
with@in AGENE@np ,@, strongly@rb activate@vvz AGENE@np expression@nn
in@in transfection@nn assay@nns .@sent〉2

En fouille de motifs fréquents, le choix du seuil de support minimal est un pro-
blème récurrent. Si le seuil de support est trop élevé, le risque est d’extraire unique-
ment des généralités qui n’apporteront rien à l’utilisateur. Si le seuil de support est
trop faible, l’ensemble des motifs fréquents extraits peutêtre extrêmement volumi-
neux rendant impossible toute utilisation. Dans cet article, nous faisons le choix de
considérer un seuil de support faible, afin de conserver le maximum d’informations,
et de réduire l’ensemble des motifs séquentiels fréquents en post-traitement en in-
troduisant des contraintes supplémentaires différentes de la contrainte de fréquence
utilisée.

4.1.2. Ajout de contraintes

En fouille de motifs, les contraintes permettent à l’utilisateur de définir plus préci-
sément ce qu’il considère comme intéressant. Ainsi, la contrainte la plus utilisée est la
contrainte de fréquence (supmin) qui permet de considérer les motifs qui respectent
cette contrainte. Il est possible d’utiliser différentes contraintes en plus de la fréquence
(Ng et al., 1998a). Notons qu’actuellement ne disposant pas de solveur adapté à cette
tâche, nous appliquons les contraintes autres que la fréquence en post-traitement de
l’ensemble des motifs fréquents.

Étant donné que nous souhaitons extraire des motifs séquentiels qui modélisent
des interactions entre gènes, nous pouvons utiliser les contraintes suivantes :

– C2g impose qu’un motif séquentiel doit contenir au moins deux fois l’item
AGENE. Ainsi l’ensembleSAT (C2g) qui représente l’ensemble des motifs qui satis-
fontC2g est égal à :SAT (C2g) = {s = 〈i1, . . . , in〉 t.q. |{j t.q. ij = AGENE}| ≥ 2} ;

– Cvn impose qu’un motif séquentiel doit contenir au moins un nom ou un verbe.
L’ensembleSAT (Cvn) des motifs séquentiels qui satisfontCvn est :

SAT (Cvn) = {s = 〈i1, . . . , in〉 t.q. ∃ij , verbe(ij) = vrai ∨ nom(ij) = vrai}.

– Afin de réduire la redondance des motifs séquentiels, nous pouvons consi-
dérer les séquences fréquentes maximales (par rapport à l’inclusion�). Un motif
séquentiel fréquents1 est maximal s’il n’existe pas de motif séquentiel fréquent
s2 tel ques1 � s2. Nous notonsCmax cette contrainte. L’ensembleSAT (Cmax)

2. Le symbole/ dans l’itemthat@in/thatest donné par l’outilTreeTaggerqui ne désambiguïse
pas dans ce cas entre les deux étiquettes possibles.
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des motifs séquentiels fréquents qui vérifient cette contrainte est :SAT (Cmax) =
{s t.q. support(s) ≥ supmin ∧ ∄s′ t.q. support(s′) ≥ supmin, s � s′}.

Les contraintes précédentes peuvent être regroupées en uneunique contrainte
CG qui est la conjonction de ces trois contraintes. L’ensembleSAT (CG)
des motifs séquentiels fréquents qui vérifient la contrainte CG est égal à
SAT (C2g)

⋂
SAT (Cvn)

⋂
SAT (Cmax).

Même si l’ensembleSAT (CG) est sensiblement plus petit que l’ensemble complet
des motifs séquentiels fréquents, il est possible que cet ensemble soit encore trop
important pour être analysé et validé par un utilisateur humain.

4.1.3. Extraction récursive de motifs séquentiels

Nous divisons l’ensembleSAT (CG) en plusieurs sous-ensemblesEXi
où le sous-

ensembleEXi
regroupe tous les motifs séquentiels deSAT (CG) contenant l’item

Xi. Plus formellement,EXi
= {s ∈ SAT (CG) t.q. 〈Xi〉 � s}. Notons que nous

réduisons lesXi aux éléments étiquetés comme étant un verbe ou un nom.

Nous souhaitons alors déterminer au plusk (k ≥ 1) représentants pour chaque
ensembleEXi

. Les principes de la fouille récursive introduite par (Soulet, 2007), qui
visent à exhiber des représentants parmi des motifs ensemblistes, s’appliquent dans
notre contexte. Dans la fouille récursive les motifs séquentiels extraits sur une base de
séquences deviennent à leur tour la base de séquences qui va être fouillée. Dans notre
contexte, chaque sous-ensembleEXi

est ainsi fouillé récursivement avec un seuil de
support minimalminsup égal à1

k afin d’extraire les motifs séquentiels fréquents vé-
rifiant la contrainte globaleCG introduite précédemment. La récursivité3 s’arrête dès
que le nombre de motifs séquentiels extraits vérifiantCG est inférieur ou égal àk.

Pour chaque sous-ensembleEXi
, lesk motifs séquentiels extraits récursivement

sont des motifs séquentiels qui sont fréquents sur la base deséquencesSDB. Autre-
ment dit, ils appartiennent à l’ensemble complet des motifsséquentiels fréquents dans
SDB par rapport àsupmin.

À la fin de cette étape, le nombre de motifs séquentiels représentant des interac-
tions entre gènes est maîtrisé. Il est inférieur ou égal àn × k où n est le nombre
de sous-ensemblesEXi

de SAT (CG). Notons que le paramètrek est fixéa priori
par l’utilisateur. Ainsi, l’ensemble des motifs séquentiels représentant des interactions
entre gènes peut être analysé par un utilisateur humain car sa taille le permet. Les mo-
tifs séquentiels sont alors validés par l’utilisateur et forment des patrons linguistiques
permettant la détection d’interactions entre gènes. De plus, il est intéressant de noter
que la sous-catégorisation du verbe donnée par l’outilTreeTaggerindique la forme
passive ou active du verbe et permet de repérer le sens de l’interaction. Les préposi-
tions permettent aussi de repérer cette information lorsque le patron ne contient pas
de verbe.

3. La contrainteCmax permet d’assurer l’arrêt de la récursivité.
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4.2. Expérimentation et résultats

Nous avons effectué des expérimentations de notre méthode.Dans cette section,
nous présentons d’abord l’acquisition et la validation despatrons linguistiques et en-
suite leur application sur des jeux de données réels.

4.2.1. Découverte des patrons linguistiques

Les gènes peuvent interagir entre eux par l’intermédiaire des protéines qu’ils syn-
thétisent. De plus, bien qu’il existe des conventions, les biologistes ne font généra-
lement pas de différence dans les textes entre le nom du gène et le nom de la pro-
téine synthétisée par le gène. Ils écrivent l’un pour l’autre, et savent en fonction du
contexte si la phrase traite de la protéine ou du gène. Ainsi,pour découvrir les patrons
linguistiques d’interactions entre les gènes, nous avons réuni deux corpus différents
contenant des noms de gènes et de protéines.

Le premier corpus contient des phrases issues de résumés de PubMed, annotées
par Christine Brun de l’Institut de Biologie du développement de Marseille-Luminy.
Il contient 1 806 phrases annotées. Ce corpus est disponibleen tant que source se-
condaire d’apprentissage de la tâche «Protein-protein Interaction task (Interaction
Sentence Sub-task, ISS)» du challenge BioCreative II (Krallingeret al., 2008).

Le second corpus contient des phrases d’interactions entreprotéines annotées par
un expert. Ce jeu de données qui contient 2 995 phrases d’interactions est décrit dans
(Rosario et Hearst, 2005).

Nous avons fusionné les deux corpus et attribué une étiquette unique aux diffé-
rents noms de gènes et protéines :AGENE. Une analyse des mots est ensuite effectuée
à l’aide de l’analyseurTreeTagger. Les phrases sont alors prêtes pour être fouillées afin
d’extraire l’ensemble des motifs séquentiels fréquents. Nous fixons un seuil de sup-
port minimal égal à 10. En effet, un tel seuil permet de ne pas considérer le bruit dû
aux spécificités des données tout en permettant la découverte de nombreuses formes
d’interactions. En valeur relative, ce seuil est faible (environ 0,2 %) et le nombre de
motifs séquentiels fréquents extraits est relativement important : plus de 32 millions
de séquences sont découvertes. Bien que le nombre de motifs extraits soit très impor-
tant, leur temps d’extraction reste faible (environ 15 minutes). L’extracteur utilisé est
un prototype nommé dmt4sp permettant de trouver divers formes de motifs (cf. sec-
tion 5.4.1). Notons que nous avons aussi mené d’autres expérimentations avec un seuil
un peu supérieur (valeur fixée à 15 et à 20) qui ont montré que des motifs pertinents
relatifs aux interactions étaient éliminés lors de cette étape de fouille au regard de ceux
obtenus avec le seuil fixé à 10. Ces expérimentations confortent notre choix du seuil
de fréquence.

L’application des contraintesC2g, Cvn et Cmax permet de réduire sensiblement le
nombre de motifs séquentiels considérés. En effet, le nombre de motifs séquentiels sa-
tisfaisant simultanément les trois contraintes est alors d’environ 65 000. L’application
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de ces contraintes sur l’ensemble des motifs séquentiels fréquents a pris moins d’une
minute.

La division de l’ensemble des motifs séquentiels obtenus à l’étape précédente en
plusieurs sous-ensembles et la fouille récursive de ces sous ensembles permettent de
réduire encore de façon sensible le nombre de motifs séquentiels candidats pour repré-
senter des interactions. La fouille récursive de chacun de ces sous-ensembles permet
d’exhiber au plusk motifs séquentiels pour représenter ce sous-ensemble. Le nombre
de sous-ensembles créés est de515 (365 pour les noms,150 pour les verbes). Dans
cette expérience, nous fixons empiriquement le paramètrek à 4 ; ce qui permet de
conserver pour chaque élément nominal ou verbal plusieurs variantes de forme afin de
couvrir suffisamment de cas (par exemple4 motifs correspondant en fait à4 construc-
tions syntaxiques et contenant l’item verbalinhibit@vvnsont obtenus) tout en donnant
un nombre global de motifs analysables par un utilisateur. Ainsi, à l’issue de la fouille
récursive sur chaque sous-ensemble, il reste667 motifs séquentiels susceptibles de
représenter des interactions. Ce nombre sensiblement pluspetit que les précédents ga-
rantit la faisabilité d’une validation par un utilisateur humain. La fouille récursive de
ces sous-ensembles est très peu coûteuse. Elle a duré environ 2 minutes.

Les 667 motifs séquentiels restants ont été analysés par deux utilisateurs. Ils
ont validé manuellement232 motifs séquentiels en90 minutes. Ce qui signi-
fie que ces232 motifs séquentiels modélisent bien des interactions entregènes.
Les motifs écartés sont de plusieurs types. Un premier groupe concerne des mo-
tifs basés sur des noms ou verbes sémantiquement peu significatifs (AGENE@np
AGENE@np )@) be@vb .@sent, ou encoreAGENE@np AGENE@np (@( Fi-
gure@np )@) .@sent). Un deuxième type de motifs écartés est porteur de re-
lations sémantiques qui ne sont pas porteurs d’interactions en tant que telles.
Ils peuvent exprimer une certaine forme de modalité (these@dt result@nns sug-
gest@vvp that@in/that of@in AGENE@np AGENE@np .@sent, demonstrate@vvn
that@in/that AGENE@np AGENE@np .@sent). D’autres semblent indiquer un orga-
nisme, une situation, un composant biologique : ces motifs sont basés essentiellement
sur des noms (cytoplasm, yeast, lymphocite, homology, elongation, cancer, fibroblast,
promoter, plasma, etc.). Ces motifs devraient permettre à terme d’enrichir les interac-
tions détectées. Parmi les motifs d’interactions validés,certains représentent explici-
tement des interactions comme les motifsAGENE@np bind@vvz to@to AGENE@np
.@sent, AGENE@np deplete@vvn AGENE@np .@sentet activation@nn of@in
AGENE@np by@in AGENE@np .@sentqui décrivent des interactions bien connues
(liaison, inhibition, activation). D’autres motifs modélisent des interactions entre
gènes de façon plus générale, signifiant simplement qu’un gène joue un rôle dans l’ac-
tivité d’un autre gène comme les motifsAGENE@np involve@vvn in@in AGENE@np
.@sent, AGENE@np play@vvz role@nn in@in the@dt AGENE@np .@sentet
AGENE@np play@vvz role@nn in@in of@in AGENE@np .@sent.

Les motifs séquentiels obtenus forment des patrons linguistiques prêts à être appli-
qués dans des textes biomédicaux pour détecter des interactions entre gènes. Rappe-
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lons que pour être appliqués, ces patrons ne s’appuient sur aucune analyse syntaxique
de la phrase. Il suffit de chercher à instancier chaque élément du patron dans la phrase.

4.3. Application des patrons linguistiques pour la détection d’interactions

Pour tester la qualité de nos patrons linguistiques, nous considérons trois jeux
de données connus dans la littérature :GeneTagdu jeu de donnéesGenia (Tanabe
et al., 2005),BioCreativeissu de (Yehet al., 2005), etAIMedde (Bunescu et Moo-
ney, 2005). Dans ces jeux de données, les noms de gènes ou de protéines sont étique-
tés. Dans chaque corpus, nous avons pris aléatoirement200 phrases et testé si les pa-
trons linguistiques (c’est-à-dire les 232 motifs précédemment validés) s’appliquaient.
Pour chaque phrase contenant une interaction, nous mesurons les performances des
patrons linguistiques pour détecter ces interactions. Notons que nous avons également
procédé à un étiquetage des mots de la phrase par l’outilTreeTaggerpour pouvoir ap-
pliquer correctement les patrons linguistiques. Par ailleurs, l’application des patrons
linguistiques est quasi instantanée.

Corpus Précision Rappel F-Score
BioCreative (Yehet al., 2005) 0, 92 0, 767 0, 836
GeneTag (Tanabeet al., 2005) 0, 909 0, 8 0, 851

AIMed (Bunescu et Mooney, 2005) 0, 93 0, 84 0, 88

Tableau 1.Tests menés sur différents corpus

Le tableau 1 décrit la précision, le rappel et le f-score harmonique (2×P×R
P+R )

(Van Rijsbergen, 1979) de l’application de patrons linguistiques sur chaque corpus.
Les scores sont similaires sur les trois corpus. De plus, cesrésultats sont encourageants
dans la mesure où la précision est très bonne et le rappel satisfaisant. Ces résultats sont
tout à fait comparables à ceux des autres méthodes présentesdans la littérature en no-
tant toutefois que les tâches ne sont jamais identiques (Krallinger et al., 2008).

4.4. Discussion

Bien que l’outil d’analyse morphologique des mots (TreeTagger) présente des ré-
sultats satisfaisants, il subsiste encore un nombre non négligeable d’erreurs d’étique-
tage concernant la lemmatisation ou l’attribution d’une catégorie grammaticale. Notre
méthode est assez robuste face à ce phénomène puisque ces erreurs sont également
présentes lors de la découverte des motifs d’interactions.Ainsi, si une erreur est suffi-
samment fréquente, elle sera présente dans un motif extrait. Par exemple,TreeTagger
ne lemmatise pas le motcotransfectedmais des motifs extraits contiennent la forme
cotransfected@vvn.
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Notons que la portée des patrons linguistiques se limite au cadre de la phrase. Une
telle portée peut introduire des ambiguïtés et des erreurs dans la détection d’inter-
actions lorsque plus de deux gènes apparaissent dans la phrases. Plusieurs cas sont
possibles. Soit plusieurs interactions binaires sont présentes dans la phrase, soit l’in-
teraction est de type n-aire (n ≥ 3) ou encore on peut trouver une interaction en
présence d’une simple énumération de gènes. Le cas des interactions n-aires peut être
résolu avec un apprentissage sur un jeux de données contenant des interactions n-aires.
Les deux autres cas peuvent être traités en introduisant desrègles limitant la portée
des patrons, par exemple à l’aide de connecteurs (but, however, etc.). Les cas de si-
lence sont naturellement liés à l’absence de noms ou de verbes d’interactions dans
les motifs : par exemple, le nommodulationn’a pas été appris dans les motifs. En
revanche, le verbemodulateest bien présent dans les motifs. Ceci permet de penser
que l’utilisation de ressources linguistiques, de type lexique ou dictionnaire, devrait
permettre d’enrichir les motifs, manuellement ou semi-automatiquement.

5. Au-delà des motifs séquentiels : les motifs LSR pour le problème NER

5.1. Constats et aperçu de la méthode

Dans cette section, nous souhaitons découvrir des motifs permettant de découvrir
et délimiter des entités nommées biomédicales dans les textes. L’utilisation de l’ex-
traction de séquences fréquentes semble être une solution naturelle pour ce problème.
Les motifs séquentiels peuvent être utilisés de deux façonspour réaliser cet objectif :

– les motifs séquentiels fréquents qui contiennent au moinsune entité nommée
(AGENE) peuvent être recherchés. Ensuite, ces motifs peuvent êtreappliqués dans
de nouvelles phrases afin de découvrir des noms de gènes. Par exemple, le motif
〈w1, w2, AGENE, w3, w4〉 peut être utilisé dans des textes. Si〈w1, w2〉 et 〈w3, w4〉
peuvent s’apparier dans une phrase, alors le segment de phrase entrew1, w2 etw3, w4

est reconnu comme étant un nom de gène ;

– les règles séquentielles, construites à partir des motifsséquentiels fréquents, ont
l’avantage d’être associées à une mesure d’intérêt, indiquant la fiabilité de la règle.
Ainsi, les règles séquentielles doivent satisfaire à la fois une contrainte de fréquence
et une contrainte de confiance. La confiance d’une règleX → Y correspond à la
probabilitéP (Y |X) qu’une phrase qui contient la séquenceX contienne également
la séquenceY , apparaissant aprèsX . Dans le cadre de la découverte de noms de
gènes, il est intéressant de découvrir des règles composéesd’une séquence de mots
concluant sur un nom de gène, comme la règlethe overexpression of → AGENE .
De telles règles permettent d’identifier le contexte gauched’un nom de gène. En inver-
sant la relation d’ordre, d’autres règles séquentielles peuvent être découvertes, iden-
tifiant le contexte droit des noms de gènes. Ainsi une paire derègles peut être appli-
quée pour détecter des noms de gènes. Par exemple, les règlesRl = 〈w1, w2, w3〉 →
AGENE et Rr = AGENE ← 〈w′

1, w
′
2, w

′
3〉 peuvent s’appliquer dans la phrase

. . . w1 w2 w3 X Y Z w′
3 w′

2 w′
1 . . . oùX Y Z est alors identifié comme étant un nom
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de gène.

Toutefois, des expérimentations montrent les limites des deux approches présen-
tées ci-dessus (Plantevitet al., 2009). En effet, les motifs séquentiels offrent une ex-
cellente couverture des phrases qui contiennent des noms degènes (fort rappel) mais
l’utilisation de ces motifs pour la détection de noms de gènes engendre la reconnais-
sance d’un nombre trop important de faux positifs (faible précision). Ceci est dû à
l’absence de mesure de confiance associée aux motifs. Les règles séquentielles offrent,
quant à elles, de bons résultats en ce qui concerne la précision mais leur faible rappel
constitue une limite non négligeable.

L’idéal serait de combiner le bon rappel des motifs séquentiels avec la bonne préci-
sion des règles séquentielles. Autrement dit, nous souhaitons améliorer sensiblement
la précision des motifs séquentiels sans altérer leur fort rappel. Pour cela, nous propo-
sons un nouveau type de motif, appelé motifLSR, qui permet de considérer le voisi-
nage des motifs séquentiels fréquents afin de contextualiser les motifs séquentiels dans
les séquences de données. Ce voisinage peut être alors utilisé pour limiter l’utilisation
du motif séquentiel associé lors de la détection d’entités nommées.

5.2. Motifs LSR : un nouveau type de motif

Comme nous l’avons remarqué précédemment, les motifs séquentiels et les règles
séquentielles présentent des limites importantes pour la découverte d’entités nommées
dans des textes biomédicaux. Afin de tirer bénéfice du fort rappel des motifs séquen-
tiels et d’améliorer leur précision, nous proposons d’extraire un nouveau type de mo-
tifs résultant de la fouille de séquences, appelé motifLSR. Ces motifs permettent de
caractériser une séquence à l’aide d’itemsets modélisant le voisinage de la séquence.
En effet, l’idée clé est de relaxer la relation d’ordre autour de la séquence pour modé-
liser le voisinage droit et gauche d’une séquence à l’aide d’itemsets.

Définition 1 (LSR)
Un motif LSR x est un tripletx = (l, s, r) où :

– s est un motif séquentiel ;

– l et r sont des itemsets.

Les motifsLSR, plus qu’une simple combinaison entre une séquence et deux item-
sets, permettent de contextualiser une séquence grâce à sonvoisinage. Les itemsetsl et
r ont pour but de modéliser le voisinage d’une séquences. Par exemple, un motifLSR

estx1 = ({}, 〈”the”, ”AGENE”, 〉{”gene”, ”with”, ”associated”}) où l = {} et
r = {”gene”, ”with”, ”associated”}, ce qui signifie que ces mots apparaissent dans
le voisinage droit de la séquence”the AGENE”.

La contrainte induite par la relation d’ordre est relâchée autour des motifs séquen-
tiels fréquents dans les séquences de données afin d’extraire les itemsets fréquents
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qui modélisent le voisinage des motifs séquentiels et les contextualisent dans les sé-
quences de données. Pour formaliser l’extraction de motifsLSR fréquents, nous devons
introduire les définitions suivantes.

Contrairement aux itemsets qui apparaissent au plus une fois dans
une transaction, une séquence peut apparaître plusieurs fois dans une sé-
quence de données. Par exemple, pour la séquence de données4 S =

〈(1, The), (2, results), (3, reported), (4, here), (5, support), (6, the), (7, evidence),

(8, of), (9, the), (10, mutational), (11, heterogeneity), (12, of), (13, the), (14, IDS),

(15, gene)....〉 il existe3 occurrences de la séquences = 〈the, gene〉 :

1) 〈(1, the), (15, gene)〉 ;

2) 〈(6, the), (15, gene)〉 ;

3) 〈(13, the), (15, gene)〉.

Il existe donc plusieurs façons d’identifier le voisinage d’une séquence au sein d’une
séquence de données. Dans le précédent exemple, on voit que seul le dernier motif
est intéressant pour l’identification de l’entité nommée etextraire les itemsets lesplus
représentatifs. Dans ce but, nous introduisons la notion d’occurrence compacted’une
séquences dans une séquence de donnéesS.

Définition 2 (occurrence compacte)
Étant donnés un motif séquentiels = 〈i1, i2, . . . , ik〉, un ensemble de contraintes
C et une séquence de donnéesS, une occurrenceoc de s dans S où oc =
〈(t1, i1), (t2, i2), . . . , (tk, ik)〉 est une occurrence compacte des dansS si les condi-
tions suivantes sont respectées :

– oc satisfaitC ;

– il n’existe pas d’occurrenceo′ = 〈(t′1, i1), (t
′
2, i2), . . . , (t

′
k, ik)〉 des dansS telle

queo′ 6= oc eto′ satisfaitC et t1 ≤ t′1 et∀α ∈ {2, . . . , k}, t′α ≤ tα.

Cette définition permet de se concentrer sur les plus petits segments de la séquence
de donnéesS qui contiennent la séquences. En effet, une séquence de donnéesS peut
contenir plusieurs occurrences compactes d’une séquences. Notons que les occur-
rences compactes ont une sémantique proche des occurrencesminimales de (Mannila
et al., 1997).

Par exemple, étant donnéC = ∅, la séquence de donnéesS = 〈(1, a), (2, c),

(3, b), (4, d), (5, a), (7, a), (8, b), (10, e), (12, f), (14, a), (15, g), (16, h), (18, b), (20, c)〉

contient trois occurrences compactes des = 〈a, b〉 :

1) 〈(1, a), (3, b)〉 ;

2) 〈(7, a), (8, b)〉 ;

4. Correspondant à la phraseThe results reported here support the evidence of the mutational
heterogeneity of the IDS gene...



Fouille de données séquentielles pour l’EI 75

3) 〈(14, a), (18, b)〉.

Notons que la séquence〈(1, a), (18, b)〉 n’est pas une occurrence compacte des dans
S puisqu’elle n’est pas minimale.

Si nous ajoutons la contrainte de temps « maximal gap »max_gap = 2 à C, ce
qui signifie que l’écart temporel entre deux items consécutifs dans la séquences est2,
alorsS contient deux occurrences compactes des : 〈(1, a), (3, b)〉 et 〈(7, a), (8, b)〉.

Puisqu’une séquence de données peut contenir plusieurs occurrences compactes
des, nous introduisons le terme dei-ième occurrence compactedes dansS (notéoi

c)
où i réfère à l’ordre d’apparition de l’occurrence compacte au sein de la séquence de
données. Par rapport à l’exemple précédent oùC = ∅, 〈(1, a), (3, b)〉, 〈(7, a), (8, b)〉
et 〈(14, a), (18, b)〉 sont respectivement les premières, deuxièmes et troisièmes occur-
rences compactes des dansS.

Afin de modéliser le voisinage de séquences à l’aide d’itemsets, nous devons défi-
nir la notion depréfixe d’unei-ième occurrence compacte.

Définition 3 (préfixe)
Soitoi

c, l’ i-ième occurrence compacte des dansS, le préfixe deoi
c dansS est égal à

la sous-séquence deS comprise entre le début deS et l’apparition (exclue) du premier
item deoi

c.

Dans notre exemple oùS = 〈(1, a), (2, c), (3, b), (4, d), (5, a), (7, a), (8, b), (10, e),

(12, f), (14, a), (15, g), (16, h), (18, b), (20, c)〉, s = 〈a, b〉 etC = ∅, nous avons :

– le préfixe de la première occurrence compacteo1
c des dansS est〈〉 ;

– le préfixe deo2
c est〈(1, a), (2, c), (3, b), (4, d), (5, a)〉 ;

– le préfixe deo3
c est〈(1, a), (2, c), (3, b), (4, d), (5, a), (7, a), (8, b), (10, e), (12, f)〉.

De la même façon, nous introduisons la notion desuffixed’unei-ième occurrence
compacte.

Définition 4 (suffixe)
Soitoi

c, l’ i-ième occurrence compacte des dansS, le suffixe deoi
c dansS correspond

à la sous-séquence deS commençant juste après le dernier item deoi
c jusqu’à la fin

deS.

Par rapport à notre exemple courant (s = 〈a, b〉 etC = ∅), nous avons les suffixes
suivants :

– le suffixe de la première occurrence compacteo1
c de s dans S est

〈(4, d), (5, a), (7, a), (8, b)(10, e), (12, f), (14, a), (15, g), (16, h), (18, b), (20, c)〉 ;

– le suffixe deo2
c est〈(10, e), (12, f), (14, a), (15, g), (16, h), (18, b), (20, c)〉 ;

– le suffixe deo3
c est〈(20, c)〉.
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Pour limiter le voisinage d’une occurrence compacte, nous introduisons un para-
mètreNR afin de ne considérer que les items dont les estampilles temporelles sont
suffisamment proches de celles de l’occurrence compacte (ladifférence absolue entre
l’estampille de l’item et l’estampille de l’élément de l’occurrence compacte le plus
proche ne doit pas être supérieur àNR). Cette contrainte, qui s’applique sur le préfixe
et le suffixe d’une occurrence compacte, permet ainsi de modéliser le voisinage de
l’occurrence compacte. En effet, seuls les items qui respectent le rayon de voisinage
NR sont pris en compte.

Étant donné l’exemple courant oùs = 〈a, b〉, C = ∅ andNR = 5 :

– prefix(o1
c , S, NR) = 〈〉 et suffix(o1

c , S, NR) = 〈(4, d), (5, a), (7, a), (8, b)〉 ;

– prefix(o2
c , S, NR) = 〈(2, c), (3, b), (4, d), (5, a)〉 et suffix(o2

c , S, NR) =
〈(10, e), (12, f)〉 ;

– prefix(o3
c , S, NR) = 〈(10, e), (12, f)〉 et suffix(o3

c , S, NR) = 〈(20, c)〉.

Notons queNR peut être automatiquement choisi en étudiant la taille moyenne
des préfixes et des suffixes des occurrences compactes.

Définition 5 (inclusion)
Étant donnésNR et un ensemble de contraintesC, un motif LSR x = (l, s, r) est
inclus dans une séquence de donnéesS si les conditions suivantes sont respectées :

1) s possède au moins une occurrence compacte dansS ;

2) ∃i tel que∀el ∈ l, item el apparaît dans prefix(oi
c, S, NR) et ∀er ∈ r, itemer

apparaît dans suffix(oi
c, S, NR), oùoi

c est lai-ième occurrence compacte des dans
S.

Pour supporter un motifLSR (l,s,r), une séquence de donnéesS doit tout d’abord
contenir le motif séquentiels. Ensuite, il doit y avoir une occurrence compacteoi

c de
s dansS telle que tous les éléments del doivent être contenus dans le préfixe deoi

c en
respectantNR. De plus, pour la même occurrence compacteoi

c, tous les éléments der
doivent également être contenus dans le suffixe deoi

c. Notons que la contrainte induite
par la relation d’ordre est relâchée pourl et r. En effet, les éléments de ces itemsets
doivent simplement être contenus dans le voisinage de la séquence quel que soit leur
ordre d’apparition.

Nous pouvons maintenant définir le support d’un motifLSR dans une base de sé-
quences.

Définition 6 (support)
Étant donnés une base de séquencesSDB et un rayon de voisinageNR, le support
d’un motif LSR x est le nombre de séquences deSDB qui contiennentx.

Le but de l’extraction de motifsLSR est de découvrir l’ensemble des motifsLSR

fréquents. Afin de limiter les redondances de connaissance,nous ne retournons que
les motifsLSR dont les itemsetsl et r sont maximaux.
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Définition 7 (problème de l’extraction de motifsLSR)
Soient une base de séquencesSDB et un rayon de voisinageNR. Étant donné un
seuil de support minimalminsup, le problème de l’extraction de motifsLSR vise à
découvrir dansSDB l’ensemble completFS de motifsLSR défini de la façon sui-
vante :

FS = {x = (l, s, r) t.q. support(x) ≥ minsup et∄x′ = (l′, s, r′)
| support(x′) ≥ minsup, l ⊑ l′, r ⊑ r′ etx 6= x′}.

L’extraction des motifsLSR combine les difficultés propres à l’extraction des mo-
tifs séquentiels sous contraintes et l’extraction des motifs ensemblistes. La section
suivante montre comment notre approche résout ces difficultés pour extraire de tels
motifs.

5.3. Algorithme d’extraction de motifsLSR

Nous proposons d’extraire les motifsLSR en deux étapes distinctes de fouille sous
contraintes. Tout d’abord, l’ensembleSAT (C) des motifs séquentiels qui vérifient
l’ensemble de contraintesC sont extraits dans la base de séquencesSDB. Ensuite,
la nouvelle base de séquencesSDB′ est générée à partir des motifs séquentiels de
SAT (C) et deSDB. Les motifsLSR sont ainsi découverts dansSDB′. L’algorithme 1
décrit l’extraction des motifsLSR.

Étant donnés une base de séquencesSDB, un seuil de support minimalminsup

et un ensemble de contraintesC, la première étape de l’algorithme vise à extraire dans
SDB l’ensembleSAT (C) des motifs séquentiels qui vérifientC.

Ensuite, la base de séquencesSDB est transformée en une nouvelle base
de séquencesSDB′ en fonction deSAT (C). Un identifiant unique est asso-
cié à chaque motif deSAT (C). Ces identifiants seront considérés comme de
nouveaux items dans la nouvelle base de séquences. Pour chaque occurrence
compacteoc d’un motif séquentiel deSAT (C), une nouvelle séquenceS′ est
construite. DansS′, l’occurrence compacte du motif séquentiel considéré est
remplacée par l’identifiant du motif. Seuls les items se situant dans le rayon
de voisinageNR de l’occurrence compacte sont conservés. Par exemple, pour
NR = 4, un motif séquentiels = 〈a, b, c〉 et la séquence de donnéesS =
〈(1, a), (2, c), (3, a), (4, d), (6, b), (8, d), (9, c), (11, a), (12, d), (14, e), (18, c)〉, la sé-
quenceS′ = 〈(1, a), (2, c), (3, pattId(s)), (11, a), (12, d)〉 est générée à partir de
l’occurrence compacte〈(3, a), (6, b), (9, c)〉.

Une fois SDB′ construite, l’algorithme extrait les motifs séquentiels qui
contiennent un identifiant d’un motif deSAT (C). Ensuite (seconde boucle), pour
chaque motifp extrait dansSDB′, l’identifiant est remplacé par le motif deSAT (C)
qu’il identifie. Les items de chaque côté de l’identifiant forme le voisinage gauche et
droit. Enfin, les motifs non maximaux ne sont pas retournés. Un motif x = 〈(l, s, r)〉
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Algorithme 1 : Extraction de motifsLSR.
Data : Base de séquencesSDB, seuil de support minimalminsup, ensemble

de contraintesC, rayon de voisinageNR

Result : L’ensemble des motifsLSR fréquents
begin

SAT (C)← FrequentSequenceMining(minsup, SDB, C);
SDB′ ← ∅ ;
Associer à chaque séquences deSAT (C) un identifiantpattId(s) ;
SoitPid l’ensemble des identifiants ;
for chaque occurrence compacteoc d’une séquence deSAT (C) do

Soitoc de la forme :〈(t1, i1), (t2, i2), . . . , (tk, ik)〉 ;
SoitS, la séquence de données oùoc, occurrence compacte des est
présente ;
S′ ← prefix(oc, S, NR)⊕ 〈(t1, pattId(s))〉 ⊕ suffix(oc, S, NR)

// où⊕ est l’opération de concaténation de listes
SDB′ ← SDB′ ∪ {S′} ;

C′ ← {séquences doivent contenir au moins un élément dePid} ;
SAT (C′)← FrequentSequenceMining(minsup, SDB′, C′) ;
R ← ∅ ;
for chaque motifp deSAT (C′) do

Soitp de la forme :〈i1, i2, . . . , in, id, i′1, i
′
2, . . . , i

′
m〉 où id ∈ Pid ;

Soit s le motif séquentiel deSAT (C) tel quepattId(s) = id ;
Soit left l’ensemble des items apparaissant dansi1, i2, . . . , in ;
Soit right l’ensemble des items apparaissant dansi′1, i

′
2, . . . , i

′
m ;

R ← R∪ {〈left , s, right〉} ;
Supprimer les motifsLSR deR qui ne sont pas maximaux ;
return R ;

end

n’est pas maximal s’il existe un autre motifx′ = 〈(l′, s, r′)〉 tel quex′ 6= x, l ⊑ l′ et
r ⊑ r′.

L’algorithme s’appuie donc sur deux phases d’extraction deséquences. Sa com-
plétude repose ainsi sur celle des extracteurs de séquencesutilisés.

5.4. Utilisation des motifsLSR pour la découverte d’entités nommées

Les motifsLSR peuvent être utilisés pour découvrir des entités nommées dans des
textes, notamment des entités nommées biologiques. Pour cela, il est tout d’abord
nécessaire d’extraire des motifsLSR particuliers. Ensuite, les motifs peuvent être ap-
pliqués dans de nouveaux textes pour détecter les entités nommées.
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5.4.1. Extraction de motifsLSR pour la découverte d’entités nommées

Il est nécessaire d’extraire des motifsLSR sur un corpus lemmatisé et étiqueté.
Des contraintes spécifiques au problème de reconnaissance d’entités nommées doivent
être prises en compte. Ainsi, les séquences doivent contenir une entité nommée, par
exemple l’itemAGENE dans le cas de la reconnaissance de noms de gènes. De
plus, des contraintes de temps doivent être imposées pour considérer seulement les
événements consécutifs. Cette contrainte est très importante pour l’utilisation future
des séquences découvertes lors de la détection des entités nommées.

Pour la mise en œuvre de l’extraction des motifsLSR, nous nous sommes ap-
puyés sur le prototypedmt4sp. Ce programme, écrit en C, permet d’extraire divers
types de motifs (sous-chaînes, épisodes sériels (Mannilaet al., 1997), motifs séquen-
tiels (Agrawal et Srikant, 1995)). Il permet l’extraction complète de ces motifs au sein
d’une collection de séquences de données à partir d’une combinaison de contraintes
(de fréquence, temporelles syntaxiques). L’extraction des motifs est réalisée à l’aide
d’un parcours en profondeur de l’espace de recherche.dmt4sps’appuie sur les listes
d’occurrences introduites par (Zaki, 2000), la gestion virtuelle de bases projetées
comme (Peiet al., 2001), et un traitement efficace des occurrences multiplesde la
même façon que (Meger et Rigotti, 2004 ; Nanni et Rigotti, 2007).

Nous proposons d’associer une mesure de confiance au motif séquentiels de
chaque motifLSR. L’idée est de calculer le rapport entre la fréquence d’un motif sé-
quentiels contenant n’importe quelle instance d’une entité nommée etla fréquence
de ce même motif séquentiel s’appliquant dans le texte indifféremment de la présence
ou non d’une entité nommée ; autrement dit, est calculé le rapport entre le nombre de
fois où le motifs reconnaît l’entité nommée par rapport au nombre de fois où ils’ap-
plique dans le texte. L’objectif de cette mesure est de déterminer si le motif séquentiel
s peut être appliqué seul ou s’il est nécessaire de prendre en compte son voisinage
(itemsetsl et r) afin de l’utiliser de façon fiable lors de la reconnaissance d’entités
nommées. La confiance d’un motif séquentiels pour une entité nomméeE est donc
égale au support des divisé par le support de la séquences (notées[E/∗]) à laquelle
les items correspondant à une entité nommée (e.g., AGENE) sont remplacés par une
valeur joker∗. La définition du support s’applique à de telles séquences, où la valeur
∗ s’apparie avec n’importe quel groupe de mots.

Définition 8 (confiance)
Étant donnée une entité nomméeE, la confiance d’un motif séquentiels contenantE
est :

ConfidenceE(s) =
support(s)

support(s[E/∗])

Cette mesure permet de déterminer si l’occurrence de l’entité E est fortement
reliée à la présence des autres items de la séquence. Par exemple, si le support
de la séquence〈the gene AGENE interacts with〉 est similaire à celui de
〈the gene ∗ interacts with〉 (confiance≃ 1), alors quand une phrase contient
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d’abord «the gene » et plus loin «interacts with », il y a très certainement un
nom de gène entre eux.

5.4.2. Détection des entités nommées

À partir des motifsLSR et des confiances calculés précédemment, il devient pos-
sible de détecter des entités nommées dans un texte. Étant donnée une nouvelle phrase
écrite en langue naturelle, qui tout d’abord est lemmatisée, la première étape consiste
à trouver les motifsLSR qui peuvent s’appliquer dans la phrase. Si une séquences

d’un motifs (l, s, r) est susceptible de s’appliquer (tous les items des, qui ne repré-
sentent pas une entité nommée, sont présents dans la phrase), la confiance des est
alors prise en compte. Si cette confiance est supérieure ou égale à un seuil fixé, alors
la séquences est considérée comme étant suffisamment en rapport avec la présence
d’une entité nommée et peut directement être appliquée pouridentifier cette entité au
sein de la phrase. Si tel n’est pas le cas,s ne possède pas une confiance suffisante pour
être appliquée seule, et c’est alors le voisinage des dans la phrase qui est examiné
pour vérifier si l’application des est pertinente. Si un nombre suffisant d’items, par
rapport à un seuilWmin, del etr sont présents dans les contextes gauche et droit alors
l’utilisation des pour l’identification de l’entité nommée dans la phrase considérée est
jugée pertinente. Enfin, notons qu’un motif séquentiels peut s’appliquer plusieurs fois
dans une phrase. Il est donc nécessaire de considérer toutesles occurrences compactes
des dans la phrase.

Pour ce traitement, l’algorithme 2 est utilisé afin de déterminer où un motif(l, s, r)
peut être appliqué dans une phraseS. Pour cela, il considère toutes les occurrences
compactesoc des[E/∗] (recherche des dans laquelle l’entité nomméeE est rempla-
cée par le joker∗) dans la phraseS. Pour chacune de ces occurrences, si la confiance
des est suffisante (c’est-à-dire≥ minconf ) alors la partie appariée avec∗ est consi-
dérée comme correspondante à l’entité nomméeE. Sinon, le second critère utilisantl

etr est appliqué. Pour cela, l’algorithme détermine le nombre d’éléments du contexte
gauche (préfixe composé desNR éléments précédentsoc dansS) qui sont aussi dans
l. Le même calcul est effectué pour le contexte droit (suffixe deNR éléments suivants
oc dansS) par rapport àr. Si le nombre total d’éléments del ou r, présents respecti-
vement dans le contexte gauche et droit, est supérieur ou égal à Wmin, alors dans ce
cas aussi la partie appariée avec∗ est étiquetée comme entité nomméE. L’algorithme
termine après avoir considéré toutes les occurrences compactes des[E/∗] dansS.

5.5. Expérimentation et résultats

Dans cette sous-section, nous rapportons des résultats d’expérimentations menées
sur le corpus issu du challengeBioCreative(Yehet al., 2005), (cf.figure 2). Ces expé-
rimentations ont pour objectif de montrer l’intérêt des motifs LSR pour la découverte
de noms de gènes dans des textes biomédicaux où ils représentent un bon compromis
entre le fort rappel des motifs séquentiels et la forte confiance des règles séquentielles.
Le corpus a été lemmatisé. Par rapport aux définitions précédentes, chaque phrase re-
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Algorithme 2 : Utilisation d’un motifLSR pour la détection d’entités nommées.

Data : PhraseS, motif LSR x = (l, s, r), seuil de confianceminconf , rayon de
voisinageNR, nombre minimal de motsWmin, entité nomméeE

begin
for chaque occurrence compacteoc des[E/∗] dansS do

if Confidence(s)≥minconf then
Étiqueter avecE la partie deoc correspondant à∗ danss[E/∗] ;

else
if |prefix(oc, S, NR) ∩ l|+ |suffix(oc, S, NR) ∩ r| ≥Wmin then

Étiqueter avecE la partie deoc correspondant à∗ danss[E/∗] ;

else
Ne pas appliquers ;

end

présente une séquence de données. La base de séquencesSDB regroupe alors l’en-
semble des phrases du corpus. Nous avons utilisé une validation croisée (partition en
10 sous-ensembles) pour estimer la fiabilité de notre approche. Les temps d’exécution
sont par ailleurs négligeables : environ 1 000 phrases sont traitées par seconde pour la
détection des entités nommées (application de l’algorithme 2).

Les motifsLSR permettent d’exploiter pleinement les motifs séquentielsqui ne
présentent pas une garantie de confiance suffisante pour cette tâche. Par exemple, la
séquencethat AGENEa une très mauvaise confiance mais certains mots apparaissent
fréquemment dans son voisinage gauche (indicated, revealed, demonstrate, evidence)
et droit (binds, expressed, activity, protein,etc.). Ainsi de tels motifs séquentiels qui
seraient inutilisables sinon, peuvent être appliqués grâce à la prise en compte de leur
voisinage.

Le but des ces expérimentations est d’évaluer la qualité de l’application des mo-
tifs LSR pour la reconnaissance des entités nommées biomédicales. Nous étudions
également le comportement des motifsLSR en fonction du seuil de support, du seuil
de confiance et deWmin. Nous avons fixé le rayon de voisinageNR = 5 : l’idée
étant que les mots du contexte qui sont linguistiquement intéressants sont ceux situés
dans le voisinage proche de l’entité nommée, c’est-à-dire soit le syntagme dans lequel
figure l’entité nommée, soit un syntagme contigu, (par exemple, lorsque l’entité est
l’argument d’un prédicat verbal ou nominal comme on peut le voir dans les exemples
de motifs LSR donnés dans la figure 3). Les expérimentations que nous avons menées
avec des valeurs inférieures ou supérieures à5 confortent le choix de cette valeur.

La figure 2(a), décrit la précision et le rappel des motifsLSR pour la détection
d’entités nommées biomédicales en fonction du seuil de support minimal. Le rappel
augmente et la précision diminue quand le seuil de support diminue. En effet, un plus
grand ensemble de motifsLSR est extrait, ce qui fournit une meilleure couverture (rap-
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Figure 2. Expérimentations menées sur le corpus BioCreative

pel) pour la détection des entités nommées. Cependant, cet ensemble plus important
engendre aussi la détection d’un plus grand nombre de faux positifs et donc une plus
mauvaise précision.

La figure 2(b) compare les performances des motifsLSR, des motifs séquentiels.
Pour comparer les performances de ces deux types de motifs, nous utilisons lef-score
harmonique. Notons que les performances des règles séquentielles n’apparaissent pas
dans la figure car les résultats sont beaucoup plus faibles que les deux autres types de
motifs. Les motifsLSR offrent des résultats significativement meilleurs que ceuxdes
motifs séquentiels.

La figure 2(c) décrit l’évolution de la précision et du rappeldes motifsLSR en
fonction du seuil de confiance considéré. Le rappel augmenteet la précision décroît
quand le seuil de précision diminue. En effet, plus le seuil de confiance est faible, plus
le nombre de faux positifs est important. Notons toutefois que la prise en compte des
voisinages permet de garder une bonne précision pour les motifs LSR.
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La figure 2(d) décrit le rappel et la précision des motifsLSR en fonction deWmin.
Ce paramètre signifie qu’au moinsWmin items des itemsetsl et r doivent apparaître
dans le voisinage du motif séquentiels pour pouvoir appliquer le motifLSR x =
(l, s, r) lors de la détection d’une entité nommée. QuandWmin devient plus important,
il devient plus difficile pour les motifsLSR de satisfaire cette condition. La précision
augmente et le rappel décroît lorsqueWmin devient plus contraignant.

Ces expérimentations montrent que la prise en compte du voisinage des motifs
séquentiels fréquents fournit des résultats prometteurs.En effet, les motifsLSR pré-
sentent de meilleurs résultats que les motifs séquentiels et les règles séquentielles.
De surcroît, ces résultats sont comparables aux meilleuresapproches de la littéra-
ture sur les mêmes données5 et pour la reconnaissance de noms de gènes et pro-
téines (F-score autour de80 %). De plus, les motifsLSR sont facilement interpré-
tables. Par exemple, le motif〈{}, 〈AGENE, expression, in〉, {cells}〉 signifie que
le mot cells apparaît fréquemment dans le voisinage droit de la séquencefréquente
〈AGENE expression in〉. Les exemples de la figure 3 illustrent un autre intérêt de
notre approche : l’utilisation des motifsLSR par des linguistes et/ou comme ressource
linguistique.

〈{a, of, member}, 〈the, UNGENE〉, {of, family}〉
〈{is, a}, 〈member, of, the, UNGENE〉, {family}〉
〈{mutations}, 〈the, UNGENE, gene〉, {}〉
〈{interaction}, 〈with, the, UNGENE〉, {}〉
〈{expression}, 〈ofUNGENE〉, {cancer}〉
〈{the}, 〈UNGENE, gene〉, {with, associated}〉

Figure 3. Exemples de motifsLSR

Comme signalé pour les motifs d’interaction, il serait intéressant d’utiliser des
ressources linguistiques pour enrichir les motifsLSR. Notons toutefois qu’un pré-
traitement sur le corpus qui éliminerait les mots communs (stop-lists) ne nous paraît
pas, dans ce cas, pertinent, car certains mots communs dénomment aussi des entités
nommées (par exemplesheest aussi un nom de gènecf. section 2), et d’autre part, il
faut remarquer que les noms communs peuvent être utiles pourdélimiter les entités.

6. Conclusion et perspectives

Cet article montre comment concevoir de nouvelles méthodesfondées sur les
motifs séquentiels afin d’acquérir des patrons linguistiques automatiquement et avec
une validation manuelle très peu coûteuse. En effet, le nombre de patrons linguis-
tiques est limité par l’introduction de contraintes de sélection et par l’adoption d’un
processus de fouille récursive. L’acquisition de ces patrons et leur application ne né-
cessitent ni analyse syntaxique ni ressource autre que le corpus d’apprentissage. Les

5. Voir, par exemple, les résultats du challengeBioCreativedans (Yehet al., 2005).
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deux expérimentations relatées dans cet article obtiennent des résultats comparables
aux approches statistiques réputées les meilleures. Ces résultats nous encouragent à
améliorer ce travail dans plusieurs directions. Un travaildéjà en cours porte sur l’ex-
ploitation de contraintes linguistiques en amont, lors de la phase d’extraction de mo-
tifs, permettant de réduire les temps de calcul par rapport aux techniques présentées
dans cet article qui, elles, utilisent les contraintes dansune étape de post-traitement.
À très court terme, un second axe de travail privilégié va être la prise en compte des
« modalités » qui interviennent souvent dans l’expression de l’interaction (négation de
l’interaction, interaction constatée de façon expérimentale, affirmation d’impossibilité
d’interaction, interaction attendue, etc.) et qui intéressent fortement les biologistes.

Il est clair que l’absence d’analyse syntaxique dans ce travail ne signifie pas que
la fouille de motifs permet de s’en affranchir complètementdans les applications du
TAL. En effet, les deux tâches présentées dans cet article sont des tâches relative-
ment spécifiques sur un corpus très volumineux mais spécialisé. La découverte de
motifs permet dans ce cadre de révéler la présence de régularités relatives à un phéno-
mène linguistique (relation sémantique spécifique entre entités nommées par exemple)
qui évite une analyse syntaxique fine, c’est-à-dire profonde. Par ailleurs, l’utilisation
d’informations morphologiques pour repérer le sens de l’interaction entre gènes (e.g.,
prépositions et voix active/passive des verbes) en section4.1.3, supplée dans ce cas
l’absence d’analyse syntaxique.

Les techniques présentées dans cet article sont développéedans le cadre du projet
Bingo2 (ANR-07-MDCO-014)6. Dans ce contexte, une prochaine étape applicative de
notre travail, consiste en l’intégration de ces approches au sein d’une plate-forme en
ligne d’aide à l’analyse des données d’expression génique nommée SQUAT (SAGE
Querying and Analysis Tools) (Leyritzet al., 2008). Cet outil, dont le développement
a commencé au sein du projet Bingo (ACI MD 46) et se poursuit dans Bingo2, est
d’ores et déjà opérationnel7. Il est utilisé, notamment par les biologistes partenaires
de ce projet, pour identifier des groupes de gènes ayant en commun d’être surex-
primés dans un même ensemble de situations biologiques. Lestechniques décrites
dans le présent article vont permettre d’étendre SQUAT dansdeux directions. Tout
d’abord, à court terme la reconnaissance d’entités nommées, appliquées aux noms de
gènes, va autoriser une mise en relation automatisée des gènes étudiés avec des ar-
ticles traitant de ces gènes. Ceci permettra de compléter cetype de fonctionnalités
déjà offertes dans SQUAT, mais mise en œuvre actuellement par l’intermédiaire de
requêtes manuelles rédigées par l’utilisateur et dont l’exécution est sous-traitée à des
serveurs bibliographiques. Dans un second temps, l’extraction de relations entre enti-
tés nommées, appliquée aux interactions géniques, permettra de croiser les groupes de
gènes surexprimés avec des informations issues de la bibliographie et concernant les
relations que ces gènes entretiennent entre eux. Même si unetelle fonctionnalité ne
saurait remplacer une recherche manuelle dans les bases de données bibliographiques
et des lectures attentives d’articles, elle est très attendue des biologistes. En effet, les

6. http://bingo2.greyc.fr/.
7. SQUAT est accessible à l’adressehttp://bsmc.insa-lyon.fr/squat/.
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analyses de données d’expression conduisent généralementà l’obtention de nombreux
groupes de gènes, et l’analyste se trouve alors confronté à beaucoup trop de groupes
potentiellement intéressants pour pourvoir étudier chacun d’eux (même simplement
sur le plan bibliographique). À ce stade, fournir à l’utilisateur une information syn-
thétique (même partielle) sur les relations déjà identifiées dans la littérature entre ces
gènes (notamment entre les gènes d’un même groupe) pourra favoriser une meilleure
prise de décision, de la part des biologistes, quant au choixdes groupes sur lesquels
les réflexions et études bibliographiques se poursuivront.
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